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摘要：近年来，目标检测算法被广泛应用于输电线路无人机巡检图像的缺陷检测。然而，现有方法在特征提取过程中对

不规则缺陷的表征能力不足，目标尺度差异悬殊使微小缺陷细节在跨层融合中易衰减，同时复杂背景干扰易造成缺陷与

背景响应混淆。为了解决这些问题，本文提出一种几何感知与空间-频域聚发机制的轻量化检测算法 CSF-DEIM。通过

构建轻量级几何感知模块重构主干网络，结合动态几何采样与低成本线性扩充，提高对不规则缺陷的自适应表征能力；

基于聚集-分发机制设计空频协同聚发网络，并融入小波变换与多尺度渐进式通道注意力，强化跨尺度信息交互并减少

微小缺陷细节损失；进一步在尺度内特征交互模块中引入高效判别频域前馈网络，通过空域局部增强与频域自适应滤波

提升复杂背景下的缺陷判别能力。实验结果表明，本文模型的 mAP@0. 5 达到 92. 6%，较基线模型提高 4. 3 个百分点，

参数量降至 3. 37 M。公开数据集上的补充实验验证了模型在不同数据分布下的适用性与泛化能力；在 NVIDIA Jetson 
Xavier NX 平台上的实际推理帧率达到 42. 3 FPS，实现了输电线路巡检场景下的轻量化高精度实时检测。
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Abstract： Target detection algorithms have been widely applied to defect detection in unmanned aerial 
vehicle（UAV） inspection images of transmission lines.  However， existing methods remain limited in 
representing irregular defects during feature extraction.  Large variations in target scales can cause fine 
details of small defects to attenuate during cross-layer feature fusion， while complex background 
interference can lead to confusion between defect features and background responses.  To address these 
issues， a lightweight detection algorithm， termed CSF-DEIM， is proposed based on geometry awareness 
and a spatial-frequency gather-distribute mechanism.  A lightweight geometry-aware module is constructed 
to redesign the backbone network， where dynamic geometric sampling and low-cost linear feature expansion 
are combined to improve the adaptive representation of irregular defects.  A spatial-frequency collaborative 
gather-distribute network is then developed based on the gather-distribute mechanism， incorporating wavelet 
transform and multi-scale progressive channel attention to strengthen cross-scale feature interaction and 
reduce the loss of fine details of small defects.  Furthermore， an efficient discriminative frequency-domain 
feedforward network is introduced into the intra-scale feature interaction module， where spatial-domain local 
enhancement and frequency-domain adaptive filtering are employed to improve defect discrimination under 
complex backgrounds.  Experimental results show that CSF-DEIM achieves an mAP@0. 5 of 92. 6%， 
representing an improvement of 4. 3 percentage points over the baseline model， while reducing the number of 
parameters to 3. 37 M.  Supplementary experiments on a public dataset further verify the applicability and 
generalization capability of the proposed model under different data distributions.  On the NVIDIA Jetson 
Xavier NX platform， CSF-DEIM achieves a real-time inference speed of 42. 3 FPS， enabling lightweight， 
high-accuracy， and real-time defect detection for transmission-line inspection.
Key words： transmission line inspection； defect detection； DEIM； geometry awareness； spatial-

frequency collaboration； gather-distribute mechanism

1 引 言

输电线路作为电力系统的生命线，承担着电

力跨区域传输的关键任务［1］。然而，其长期暴露

于复杂多变的自然环境中，在高电压、强电磁场、

风雨雷电等多重应力作用下，绝缘子破损、防震

锤脱落、杆塔异物等缺陷频发，严重威胁电网的

安全稳定运行［2］。传统的人工巡检方式存在劳动
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强度大、巡检效率低以及易受恶劣天气影响等问

题。随着无人机技术和人工智能的广泛应用，基

于无人机搭载视觉传感器的智能巡检模式逐渐

成为电力行业的主流解决方案［3-6］。围绕复杂场

景下的目标感知与输电线路缺陷检测，相关研究

既关注检测方法的改进，也涉及新型成像与智能

信息处理技术的发展［7-9］。

当前主流目标检测方法可分为三类：两阶段

方法、单阶段方法和端到端目标检测方法［10-12］。

两阶段方法先生成可能包含目标的候选区域，再

对每个区域进行分类和边界框回归［13］。代表性

工作如 R-CNN（Region-Convolution Neural Net⁃
work）［14］、Fast R-CNN（Fast Regions with Convo⁃
lutional Neural Networks）［15］，开创了深度学习在

目标检测中的应用先河。为提升检测效率，单阶

段方法摒弃了显式的区域提议步骤，直接在图像

网格或预设锚点上进行密集预测，输出目标的类

别和位置信息。代表方法包括 YOLO（You On⁃
ly Look Once）系列［16］和 SSD（Single Shot Multi⁃
Box Detector）［17］等。王凌云等［18］将坐标注意力

模块嵌入特征融合网络，并引入变焦损失函数提

升对难分类目标的训练强度，有效剥离了复杂背

景干扰以降低漏检率。Li 等人［19］自主设计了融

合 ECA 注意力与 GhostNet 的 EGC 轻量化卷积

模块，实现了检测精度与边缘端部署的平衡。上

述文献提出的模型均基于 YOLO 系列改进而来，

但其预设锚框的机制需要针对不同场景进行超

参数调优，同时依赖非极大值抑制（Non-Maxi⁃
mum Suppression， NMS）等人工设计的后处理

步骤。

近年来，基于 Transformer 的端到端目标检

测方法成为电力目标检测的研究热点［20］。自

Carion 等人首次提出 DETR 以来［21］，该架构凭借

消除预设锚框与 NMS 后处理的优势，重塑了目

标检测的范式，但其巨大的计算开销制约了其在

机载边缘端的工程落地。其中，Zhao 等人提出的

RT-DETR［22］作为首个实时端到端检测模型，创

新性地采用混合编码机制与高效的解耦头设计，

彻底摆脱了传统预设锚框与 NMS 后处理的束

缚，吸引了众多学者在此基础上针对性改进研

究。姜香菊等人［23］采用轻量级 EMO 网络替换特

征提取主干，并设计了基于轻量级注意力的尺度

内与跨尺度特征交互模块，成功满足了多天气工

况下的边缘端高效部署要求。面向无人机航拍

巡检面临的计算受限与复杂特征提取难题，王震

洲等人［24］构建了 DRF 轻量化特征提取模块，并

结合 MSFFN 融合网络强化了对密集及多尺度

目标的特征捕获，在异物检测精度上取得了突

破。尽管上述改进取得了显著进展，但在面向输

电线路巡检时，标准 RT-DETR 虽实现了端到

端，但其采用的传统一对一（O2O）匹配机制会导

致正样本监督信号极度稀疏，在面对输电巡检场

景易出现收敛慢、漏检率高的问题。为此，本文

引入新一代端到端框架 DEIM（DETR with Im ⁃
proved Matching for Fast Convergence）开展输电

线路缺陷检测研究［25］。DEIM 采用密集一对一

匹配（Dense O2O）策略与匹配感知损失（Match⁃
ability-Aware Loss， MAL），增强正样本监督和

匹配质量，在保持端到端检测优势的同时具有较

低计算开销，因此本文选取其轻量版本 DEIM-D-

FINE-N 作为基线。

尽管 DEIM 框架在底层架构上具备显著优

势，但其在真实输电场景的研究较为有限，且该

模型仍面临特征提取静态死板、跨层信息融合时

微小目标信息易丢失等局限［26-27］。为此，本文选

用 DEIM 中最轻量版本 DEIM-D-FINE-N 作为

基线模型进行改进，具体创新包括：

（1）设计了轻量级几何感知模块（Compact 
Geometry-Aware Block， CGA-Block）并 重 构 主

干网络。将低成本线性映射思想与动态形变感

知能力相融合，并嵌入无参注意力机制（A Sim⁃
ple， Parameter-Free Attention Module， SimAM）。

在压缩模型冗余参数的同时，赋予网络对不规则

缺陷强大的几何形变适应力。

（2）针对传统特征金字塔网络跨层信息递推

传递细粒度特征易衰减的问题，本文构建了空频

协同聚发网络（Spatial Frequency Gather Distrib⁃
ute Neck， SFGD-Neck），实现对不同尺度特征的

高效聚合与定向分发，在此基础上，融合小波变

换（Wavelet Transform Convolution， WTConv）
与多尺度渐进式通道注意力（Multi-scale Pro⁃
gressive Channel Attention， MPCA），增强了多

频段特征建模能力和关键通道选择能力。

（3）设计了频域感知特征交互模块（Frequen⁃
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cy-Aware Feature Interaction， FAFI）。该模块引

入了高效判别频域前馈网络（Efficient Discrimi⁃
native Frequency Domain-based Feedforward Net⁃
work，EDFFN），通过空域局部增强与频域全局

滤波两个阶段，实现缺陷与复杂背景的精准解

耦。同时，EDFFN 的频域变换后置策略规避了

高维算力瓶颈，提升了模型在强干扰环境下的特

征提纯能力与推理效率。

2 CSF-DEIM 输 电 线 路 缺 陷 检 测

模型

本文选用 DEIM 系列最轻量的版本 DEIM-

D-FINE-N 作为基线模型，该基线的 Dense O2O
策略通过 Mosaic 和 MixUp 等数据增强，将单目

标图像拼接成多目标图像，提供更密集的正样本

监督信号，强化对尺度差异大、背景复杂目标的

监督；同时，其匹配感知损失基于 IoU 与分类置

信度构建了动态惩罚机制，有效改善了低质量匹

配，在加速模型收敛的同时提升了复杂场景下的

目标判别性能。此外，该框架彻底摒弃了 NMS
后处理，具备轻量化与高实时性特征。

本文基于 DEIM 框架，提出了一种几何感知

与空间 -频域聚发机制的轻量化检测算法 CSF-

DEIM，其整体网络架构如图 1 所示。首先，输电

线路巡检图像被输入主干网络，以提取多尺度特

征。其中，CGA-Block 在显著压缩模型参数的同

时，利用动态形变感知能力精准捕捉不规则缺陷

的几何形态特征；随后，深层特征进入 FAFI 进行

特征交互，实现缺陷特征与背景频域响应的解

耦，并强化关键语义表达；进而，交互后的多层级

特征被送入 SFGD-Neck，通过全局特征聚合与

定向分发提升跨尺度特征融合效率；最后，融合

后的特征输入检测头，通过解码目标查询，直接

预测并输出缺陷的分类与定位结果。

2. 1　轻量级几何感知模块

原 DEIM 模型采用 HGNetv2 作为主干网络，

其整体架构由多个 HG Stage 模块串联构成，而

每个 HG Stage 均通过堆叠多个 HG Block 单元来

实 现 深 层 特 征 提 取 。 HG Block（High-perfor⁃
mance GPU Network Block）主要由标准卷积层

与 SE（Squeeze-and-Excitation）通道注意力机制

构成。在输电线路巡检场景中，缺陷常常呈现出

一定的不规则性，以及因视角变化而产生的物体

形变，这使得 HG Block 内部组件的设计局限性

逐渐凸显。一方面，HGBlock 中的标准卷积在特

征提取时易生成大量相似的冗余特征图，且刚性

固定感受野无法贴合缺陷的不规则几何形态；另

一方面，SE 模块依赖的全局平均池化操作剥离

了空间位置信息，削弱了模型对不规则缺陷的聚

焦能力。此外，SE 模块引入的全连接层显著增

加了参数量，加剧了边缘设备部署时的算力

瓶颈。

为解决上述问题，本文重构了主干网络的特

征提取单元，设计了 CGA-Block，如图 1 所示，该

图 1　CSF-DEIM 整体网络结构

Fig. 1　Overall architecture of CSF-DEIM
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模块核心创新在于设计了动态幽灵卷积（Dy⁃
namic Ghost Convolution， DGConv）并引入了 Si⁃
mAM 注意力机制。前者通过解耦本征特征提取

与冗余特征生成，以低算力成本自适应捕获缺陷

的复杂形变；后者基于神经科学中的空间抑制理

论，通过定义能量函数直接推断三维注意力权

重，无需引入额外参数即可同时在通道与空间维

度上增强判别性神经元的响应。

2. 1. 1　动态幽灵卷积

针对传统卷积参数冗余与特征提取僵化，本

文所设计的 DGConv，通过融合 GhostConv［28］的

轻量化思想与 DCNv4（Deformable Convolution 
v4）［29］强大的动态特征学习能力，在降低模型计

算负担的同时，增强了对复杂缺陷不规则形状的

感知能力。考虑到标准卷积在提取时往往会生

成大量高度相似的冗余特征图，造成算力浪

费［28］。为此，本文提出的 DGConv 将特征生成过

程重构为两步协同操作：首先，利用 DCNv4 的多

尺度注意力机制与调制偏移量，以极少的卷积组

数进行空间自适应采样，精准提取出少量但包含

核心语义的“主特征”；随后，对主特征施加一系

列轻量级的线性变换，以极低成本生成那些外观

相似的“增广特征”并进行通道扩充。DGConv
的整体架构如图 3 所示，其具体推理流程如下：

（1）基于 DCNv4 的主特征提取

假设目标需要输出通道数为 n 的特征图，设

定特征扩展比例因子为 s。传统卷积生成 n 个特

征图需要 n 个卷积核，存在冗余。而本阶段首先

采用 m 组（其中 m = n/s）DCNv4 可变形卷积对

输入特征图 X 进行处理，生成包含核心语义的 m

通道主特征 Y ′。仅为常规卷积 1/s数量的卷积核

严格控制了参数量。设主卷积核尺寸为 k × k，

由于仅生成 m 个特征图，此阶段的主特征提取计

算量 FLOPs1 为：

FLOPs1 = m × c × k × k × h′× w′  . （1）
为了精准捕获缺陷不规则轮廓，DCNv4 在

生成 Y ′时摒弃了刚性的方形采样网格。通过引

入可学习的采样偏移量 Δp，赋予了感受野自适应

几何扭曲的能力，其动态采样过程如图 2 所示。

其空间聚合计算公式为：

yg = ∑
k = 1

K

mgk ⋅ xg( p0 + pk + Δpgk)  ， （2）

式中，xg，yg ∈ RH × W × C′表示切片后的输入和输出

的特征图，K 表示采样位置总数，mgk 表示第 g 个

组中第 k 个采样点的空间聚合权重，p0 为当前中

心位置，pk 表示预定义网格的第 k 个位置，Δpgk 为

网络自适应学习的空间采样偏移量。本文引入

的 DCNv4 创 新 性 地 移 除 了 前 代 DCNv3 中 的

Softmax 归一化，且优化了 CUDA 内核，提高了

动态建模能力与计算效率。

（2）基于线性变换的特征扩充

在获取包含目标几何特征信息的 m 通道主

特征图后，为弥补主卷积降维带来的通道信息缺

失 ，本 阶 段 对 输 出 的 每 一 个 主 特 征 图 Y ′i ( i =
1，. . . ，m ) 实 施 一 组 廉 价 线 性 操 作 Φ i，j ( j =
1，. . . ，s )。 具 体 而 言 ，前 s - 1 个 操 作

Φ i，1，. . . ，Φ i，s - 1 采用 d × d 深度可分离卷积（Dep⁃
thwise Convolution），用于生成互补的 ghost 特征

图；最后一个操作 Φ i，s 固定为恒等映射（Identity 
Mapping），原样保留 DCNv4 主分支提取的核心

语义。并将所有操作结果沿通道维度拼接，得到

最终通道数为 n 的输出特征图。该阶段生成其余

n - m 个特征图所需的扩充计算量 FLOPs2 为：

FLOPs2 = n ( s - 1 )
s

⋅ h′ ⋅ w ′ ⋅ d ⋅ d  . （3）

DGConv 总 计 算 量 为 主 特 征 提 取 分 支 与

Ghost 分支之和。若直接采用传统标准卷积一次

性生成 n 个特征图，其所需计算量为 FLOPs = n ⋅
h′ ⋅ w ′ ⋅ c ⋅ k ⋅ k。由于深度卷积核尺寸 d × d 与主

卷积核 k × k 量级相当 ( d ≈ k )，且扩展因子 s 远
小于输入通道数 c，所以对比两者的理论加速

比 rs 为：

图 2　DCNv4 动态采样结构示意图

Fig. 2　Schematic diagram of dynamic sampling in DCNv4
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rs = n ⋅ c ⋅ k ⋅ k
n
s

⋅ c ⋅ k ⋅ k +( s - 1 )⋅ n
s

⋅ d ⋅ d
≈ s ⋅ c

s + c - 1 ≈s  .

（4）

2. 1. 2　SimAM 注意力机制

为进一步增强关键缺陷区域响应，引入无参

数 SimAM 注意力。该方法通过能量函数衡量特

征元素与邻域元素的可分性，并生成三维注意力

权重，无需额外参数即可完成空间与通道联合重

标定［30］。其能量计算公式为：

e*
i =

4 ( )σ̂ 2 + λ
( t - μ̂ )2 + 2σ̂ 2 + 2λ

  ， （5）

μ̂ = 1
M ∑i = 1

M xi  ， （6）

σ̂ 2 = 1
M ∑i = 1

M ( xi - μ̂ )2  ， （7）

其中，t 为特征图当前通道内的目标特征元素；xi

为该通道内其他的相邻特征元素；M 为通道内的

特征元素总数；μ̂ 和 σ̂ 2 分别为该通道内除 t外所有

相邻元素的均值与方差；λ 为正则化系数。由式

（7）可知，目标特征元素 t 与周围元素差异越大，

其重要性越大，且能量 e*
i 越低。

1
e*

i

作为重要性权

重，经 Sigmoid 归一化后对原始特征进行逐元素

加权：

X͂ = sigmoid ( 1
e*

t
) ⊙X  . （8）

该特征提炼过程由能量函数直接驱动，避免

了原 SE 模块中池化操作对空间位置信息的破

坏，且无额外参数开销。其三维注意力机制不仅

能有效聚焦局部缺陷，还显著增强了对弱对比度

目标的感知。

2. 2　空频协同聚发网络

DEIM 架构中的 CCFF（CNN-based Cross-

scale Feature Fusion）结构主要依赖 FPN 和 PAN
进行双向融合。然而，该结构在进行跨层级信息

交互时，只能通过相邻层级递推式获取。这种传

输模式，可能导致关键信息在层级传播过程中逐

步衰减。对于输电线路缺陷检测任务而言，目标

尺度差异大且背景干扰强，使得部分缺陷特征在

跨层融合中更易丢失，进而影响检测精度。针对

上述问题，本文借鉴 Gold-YOLO 的聚集－分发

机制实现跨层特征的直接交互，并结合小波变换

与多尺度注意力机制，提出空频协同聚发网络

（SFGD-Neck）。

如图 1 所示，本文提出的 SFGD-Neck 主要由

特征对齐模块（FAM）、信息融合模块（IFM）、多

尺度渐进式通道注意力（Multi-scale Progressive 
Channel Attention， MPCA）以及小波增强门控注

入模块（WEGI）构成：

（1）基于 FAM 与 IFM 的全局特征聚发支路

全局特征聚发支路旨在将骨干网络提取的

多层级特征映射至统一的高维空间，以构建全局

上下文先验。具体而言，FAM 从 P3、P4、P5 层接

收特征，并采用自适应池化将特征尺寸统一对齐

至最小特征尺寸，并在通道维度进行拼接，生成

包含多层级信息的对齐特征 F align。对齐后的特

征随后输入 IFM 模块进行全局依赖关系捕获。

IFM 接收 F align 后，通过多个 Transformer 模块提

取全局语义；随后，利用 1×1 卷积进行通道降维；

最后，通过 Split操作将融合后的全局上下文特征

按通道维度分割为不同尺度的全局注入先验

F injN4，F injN5。该过程可公式化为：

F fuse = Transformer (F align)  ， （9）

F injN4，F injN5 = Split (Conv1 × 1 (Ffuse) )  . （10）
全局特征聚发支路通过在统一的特征空间

内进行全局交互，不仅大幅降低了深层语义在长

距离传递中的信息损耗，更为后续的频空协同注

入提供了具备全局视野的高质量先验指导。

（2）基于 MPCA 的局部特征提炼支路

相邻层特征融合过程中，浅层富含微小缺陷

的定位信息但富含背景噪声，深层特征具备强语

义表征但缺乏局部细节，刚性融合极易导致高低

层特征间发生语义冲突。为构建纯净且结构明

图 3　动态幽灵卷积模块结构

Fig. 3　Structure of the dynamic ghost convolution module
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确的局部空间特征基底，本文在局部提炼支路中

引入了 MPCA 机制，通过构建统一的跨尺度注意

力空间，实现相邻层级特征的自适应重标定与互

补融合［31］。

设相邻尺度的浅层特征与深层特征分别为

F 1 与 F 2。MPCA 特征融合过程如图 4 所示，首

先，MPCA 利用全局平均池化（GAP）和 1×1 卷

积获取空间降维后的通道描述符 F ′1 与 F ′2：

F ′i = Conv1 × 1 ( GAP ( Fi ) )，     i ∈ { 1，2 }  .  （11）
为打破不同尺度间的特征孤岛，网络将 F ′1 与

F ′2 在通道维度进行拼接，并输入至第二层 1×1
卷积与 Sigmoid 激活函数中，以此生成一个具备

全局感受野的跨尺度通道注意力图 A：

A = σ ( Conv1 × 1 ( Concat ( F 1 ′，F 2 ′ ) ) )  . （12）
该联合注意力图 A 实现了对不同层级特征

表征能力的全局评估。为防止高低层特征的差

异性被强行抹平，网络对注意力进行重新解耦为

两组尺度特异性权重 A 1 与 A 2，将拆分后的权重

A 1 与 A 2 分别与原始特征进行逐元素乘法运算。

F
∧

i = F ′i ⊙A i     i ∈ { 1，2 }  . （13）
该过程作为特征选择器，能够自适应强化表

征缺陷的通道，并抑制背景噪声通道。最后，采

用转置卷积（UP）将加权后的深层特征上采样至

与浅层特征相同的空间尺寸，并与浅层特征执行

逐 元 素 相 加 操 作 ，完 成 最 终 的 局 部 特 征

融合 Flocal：

Flocal = F
∧

1 ⊕UP ( F 2

∧

)  . （14）
通过上述渐进式重标定策略，MPCA 充分利

用了深层特征的抽象语义来弥补浅层特征的语

义匮乏，有效消除了多尺度间的语义鸿沟，更为

后续频空门控注入模块提供了结构清晰、噪声极

低的局部特征门控先验。

（3）小波增强门控注入模块

小波增强门控注入模块（Wavelet-Enhanced 
Gated Injection， WEGI）是整个颈部网络中连接

全局上下文与局部多尺度特征的最终融合枢纽。

其核心作用在于：将 IFM 模块提取的具备宏观感

知能力的全局语义信息，精准地注入高分辨率的

局部细节特征中。然而，原始 Gold-YOLO 的信

息注入模块（Inject）在处理全局特征分支时，往

往仅依赖简单的 1×1 卷积进行特征汇聚。这种

刚性的设计不仅导致空间感受野严重受限，而且

在强行跨层融合时，易引发缺陷细节与背景响应

间的语义混叠。为打破这一瓶颈，本文在原有双

支路门控注入机制的基础上引入小波频域增强，

提出了小波增强门控注入模块，其结构如图 5
所示。

针对感受野受限与频域混叠问题，WEGI 在
全局特征处理分支中引入了 WTConv［32］。WT⁃
Conv 模块通过分层小波分解实现多频特征融

合，能够在不显著增加模型参数量的前提下，天

然获取超大感受野，并通过强化低频通道的特征

关联，提升对缺陷轮廓辨识能力。在具体执行

中，WTConv 首先通过 DWT 将输入的全局特征

图 4　MPCA 特征融合过程

Fig. 4　MPCA feature fusion process
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分解为一个低频分量（LL）和三个高频分量（LH、

HL、HH）。低频分量承载全局结构信息，高频分

量聚焦细节纹理特征。通过多级级联分解，低频

分量的空间分辨率逐层降低，指数级扩大了后续

深度可分离卷积的空间感受野。随后，网络对各

频率分量进行独立卷积调制，在有效抑制背景冗

余响应的同时，显著增强对缺陷细节特征的表

达，最后经逆小波变换（IDWT）重构出空间分辨

率对齐的高质量全局特征。

与此同时，WEGI 模块遵循双支路门控机

制。具体而言，从 MPCA 传入的多尺度局部特征

首先经过常规卷积进行通道对齐。而在全局分

支中，除了引入上述 WTConv 生成高质量的全局

上下文特征（Value）外，另一条并行支路则通过

常规卷积与 Sigmoid 激活函数，生成包含全局宏

观视野的空间门控权重（Spatial Gating）。随后，

该门控权重与对齐后的局部特征进行逐元素相

乘（Element-wise Multiplication），利用全局视野

精准指导局部特征的响应分布，筛选出对缺陷最

敏感的细节区域。最后，将经过全局权重筛选的

局部特征，与 WTConv 输出的多频增强全局特征

进行残差相加，输出最终的融合特征。这一机制

不仅保留了干净的全局上下文，还通过门控与残

差结构的配合，有效减缓了多尺度融合过程中的

信息损耗。

2. 3　频域感知特征交互模块

原 DEIM 模 型 采 用 尺 度 内 特 征 交 互 模 块

（Attention-based Internal Scale Feature Interac⁃
tion， AIFI）进 行 深 层 特 征 交 互 ，其 前 馈 网 络

（Feed Forward Neural Network， FFN）主要依赖

全通道线性映射，缺乏对频域信息的显式建模，

且通道扩张会增加计算开销。为此，本文引入

EDFFN 替代传统 FFN，实现空间域与频率域的

协同特征增强［33］。

EDFFN 的核心思想是利用缺陷与背景噪声

的频谱分布差异，通过空域局部增强与频域全局

滤 波 两 个 阶 段 ，实 现 缺 陷 特 征 的 精 准 提 纯 。

EDFFN 的结构如图 6 所示。当特征经过自注意

力层处理完成并输入到 EDFFN 后，首先进入空

域增强阶段：通过 1×1 点卷积完成特征维度的线

性调整，将输入特征映射至高维特征空间以丰富

表达能力；随后，针对缺陷局部细节特征，引入

3×3 深度可分离卷积与 GEGLU 门控激活机制

构建增强块，增强非线性表达能力；最后，再由

1×1 卷积进行通道降维投影，完成跨通道维度的

信息重组。

为有效抑制背景冗余响应，特征经空域增强

图 6　FAFI结构图

Fig. 6　FAFI structure diagram

图 5　WEGI结构图

Fig. 5　WEGI structure diagram
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后输入到频域门控机制。首先，通过二维快速傅

里叶变换将空间域特征转换至频率域，实现不同

频率成分的有效建模；随后引入可学习的频域权

重矩阵 W q ∈ RC × C，对频率域特征进行选择性加

权，保留高价值缺陷特征；最后通过逆快速傅里

叶变换将特征映射回空间域，该过程的数学表达

式为：

F *
freq = Ffreq ⊙W q  . （15）

与将频域计算置于通道扩张阶段的传统

DFFN 不同，EDFFN 将频域门控后置于通道降

维之后，使参与频域变换的通道数与模块输入保

持一致，从而降低频域计算开销并提升推理效

率。通过上述重构，改进后的 AIFI 模块在保持

对细粒度缺陷强大提纯能力的同时，大幅削减了

模型的显存占用与推理延迟。

3 实验与结果分析

3. 1　实验数据集

本文实验采用某供电公司提供的真实输电

线路巡检图像，图像包含了多视角的拍摄角度以

及涵盖了街道、树林、农田等复杂的自然背景。

数据集共包含 5178 张分辨率均为 5472×3648 的

图像，涵盖了绝缘子、绝缘子自爆、绝缘子闪络，

防震锤、防震锤脱落、鸟巢、均压环倾斜、异物飘

挂共计 8 类典型的输电线路组件及缺陷状态。数

据集按 8：1：1 的比例随机划分为训练集（4142
张）、验证集（518 张）和测试集（518 张），数据集示

例图片如图 7 所示。

3. 2　实验评价指标

鉴于输电线路巡检对精度、效率和可部署性

方面的全面要求，对所提出的模型进行了多维度

评估。评估指标包括平均精度（Average Preci⁃
sion， AP）、参数数量（Params）以及浮点运算次

数（FLOPs）。各指标计算方式如下：

P = TP
TP + FP   ， （16）

R = TP
TP + FN   ， （17）

AP =∫
0

1

P ( R ) dR  ， （18）

mAP =
∑
k = 1

n ∫
0

1

P ( R ) dR

n
  ， （19）

式中，TP 为预测正确的正样本；TN 为预测正确

的负样本；FP 为预测错误的正样本；FN 为预测

错误的负样本；各类别的 AP 由精确率 -召回率

（P-R）曲线下的面积求得，所有类别 AP 的均值

即为平均精度（mean Average Precision， mAP）。

其中，mAP@0. 5 表示交并比（IoU）为 0. 5 时的均

值精度，而 mAP@0. 5：0. 95 则是 IoU 为 0. 5 至

0. 95 区间内的综合平均精度，用于评估模型的高

精度定位能力。

3. 3　实验环境

本文模型训练超参数配置如表 1 所示。训练

过程采用多阶段动态数据增强策略：前 4 轮采用

预热策略引导模型平稳收敛；第 4 至 78 轮引入

MixUp 与 Mosaic 强增强手段以丰富样本多样性；

图 7　输电线路缺陷数据集

Fig. 7　Transmission line defect dataset
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为避免后期对合成样本过拟合，第 78 至 148 轮停

用 MixUp；最后的 148 至 160 轮全面关闭数据增

强，使模型在真实图像分布上完成最终微调。

3. 4　对比实验分析

为综合评估本文模型在输电线路巡检场景

下的检测性能，将其与典型两阶段、单阶段、端到

端检测模型以及同场景改进模型进行对比，各模

型均在本文数据集上采用统一的数据划分和训

练设置重新训练与测试，结果如表 2 所示。传统

SSD 和 Faster-RCNN 在检测精度或模型复杂度

方面存在一定局限，YOLO 系列具有较好的轻量

化优势，但在复杂背景与多尺度缺陷场景下检测

精度仍有提升空间。RT-DETR-R18 和 RT-DE⁃
TR-R50 具有较强的检测性能，但参数量和计算

开销相对较大。

与 面 向 输 电 线 路 场 景 的 改 进 模 型 相 比 ，

GOLD-YOLO-ASF［34］的 mAP@0. 5 为 91. 0%，

参 数 量 和 计 算 量 分 别 为 6. 25 M 和 11. 2 
GFLOPs，而本文模型的 mAP@0. 5 达到 92. 6%，

参数量仅为 3. 37 M，计算量为 6. 8 GFLOPs，表
现出更好的精度与复杂度平衡。 DDME-DE⁃
TR［24］取得 92. 9% 的 mAP@0. 5，比本文模型高

0. 3 个百分点，但其参数量和计算量分别达到

14. 7 M 和 44. 3 GFLOPs。 与 基 线 DEIM-D-

FINE-N 相比，本文 CSF-DEIM 的 mAP@0. 5 提

高 4. 3 个 百 分 点 ，同 时 参 数 量 由 3. 73 M 降 至

3. 37 M，计 算 量 由 7. 1 GFLOPs 降 至 6. 8 
GFLOPs。综合来看，本文模型更适用于资源受

限的电力巡检无人机机载边缘部署。

3. 5　可视化结果分析

为直观分析 EDFFN 模块在复杂场景下的背

景干扰抑制能力，本文采用 Grad-CAM 技术对深

层特征图进行热力图可视化分析［35］，热力图结果

如图 8 所示。基线模型在树林纹理及复杂塔架结

构下存在较明显的背景激活，目标区域响应较为

分散；引入 EDFFN 后，模型对防震锤、鸟巢等目

标区域的响应更加集中，非目标背景激活明显减

少，表明频域建模能够增强缺陷特征与复杂背景

的判别能力。

表 1　实验环境

Tab. 1　Experimental environment

参数

GPU
操作系统

CUDA 版本

深度学习框架

Python 环境

批次大小

迭代次数

输入图像尺寸

优化器

学习率

配置及版本

NVIDIA GeForce RTX 4090
Ubuntu20. 04. 6LTS

CUDA 12. 1
PyTorch 2. 3. 0

Python 3. 10
32

160
640×640
AdamW
0. 0001

表 2　不同模型检测结果对比

Tab. 2　Comparison of detection results of different models

模型

Faster-RCNN
SSD

YOLOv8n
YOLOv11n
YOLOv12n

RT-DETR-R18
RT-DETR-R50
DDME-DETR［24］

GOLD-YOLO-ASF［34］

DEIM-D-FINE-N
Ours

P/%
84. 6
81. 2
87. 5
89. 1
89. 6
90. 2
90. 8
91. 4
89. 7
88. 1
91. 5

R/%
79. 2
74. 5
80. 6
82. 8
83. 2
83. 7
84. 5
86. 1
84. 2
82. 4
85. 8

mAP@0. 5
83. 5
78. 6
87. 2
89. 8
90. 4
90. 2
91. 2
92. 9
91. 0
88. 3
92. 6

参数量/M
41. 5
24. 0
3. 15
2. 58
2. 65
20. 0
42. 0
14. 7
6. 25
3. 73
3. 37

计算量/G
205. 3
60. 0
8. 7
6. 5
6. 6

60. 0
108. 0
44. 3
11. 2
7. 1
6. 8
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图 9 展示了 RT-DETR、DEIM 及本文模型

在复杂输电线路巡检场景下的检测结果，并对部

分缺陷目标及其检测结果进行了局部放大。可

以看出，RT-DETR 与 DEIM 在面对小尺度目标、

复杂塔架结构以及植被背景干扰时，存在不同程

度的漏检、误检及定位偏移现象。其主要原因在

于，小尺度缺陷区域包含的有效语义信息较少，

且复杂塔架结构与自然背景纹理容易产生相似

响应，增加了模型对缺陷特征提取与判别的难

度。此外，均压环倾斜等具有明显几何结构变化

的异常目标，对模型的空间结构表征能力提出了

更高要求。

相比之下，本文模型在图 9 所展示的典型测

试样本中能够准确识别相应缺陷目标，并实现较

图 8　热力图可视化对比。（a）原图；（b）基线模型；（c）引

入 EDFFN。

Fig. 8　Heatmap visualization comparison.  （a） Original 
image； （b） Baseline model； （c） Baseline model 
with EDFFN.

(a)　 (b)　 (c)　 (d)　
图 9　不同模型的检测结果可视化对比。（a）原图；（b）RT-DETR；（c）基线模型；（d）CSF-DEIM。

Fig. 9　Visualization comparison of detection results of different models.  （a） Original image； （b） RT-DETR； （c） Base⁃
line model； （d） CSF-DEIM.
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为精确的定位。这表明，所提出的几何感知与空

间 -频域协同机制能够增强模型对不规则缺陷形

态及复杂背景特征的区分能力。在实际巡检环

境中，尽管本文模型增强了复杂缺陷的特征表达

能力，但在多尺度特征交互过程中，部分弱判别

信息仍可能被削弱，从而导致少量困难样本出现

漏检。后续将进一步优化特征增强与信息交互

机制，提高模型的检测鲁棒性。

3. 6　消融实验

在上述对比实验和可视化分析验证本文模

型整体检测性能的基础上，为进一步探究各改进

模块对模型性能提升的具体贡献，本文进行了一

系列消融实验，其中“√”表示引入改进模块，实

验均在相同的软硬件环境与超参数设置下进行。

具体的消融实验结果如表 3 所示，训练过程中

mAP 变化对比曲线如图 10 所示。

引入 CGA-Block 后，模型参数量由 3. 73 M
降至 3. 05 M，同时 mAP@0. 5 提升 0. 8 个百分

点，表明该模块能够在降低参数量的同时增强不

规则缺陷特征提取能力。引入 SFGD-Neck 后，

mAP@0. 5 提升 2. 1 个百分点，说明 FAM 与 IFM
解决了跨层信息丢失导致的远距离、小尺度缺陷

漏 检 问 题 。 进 一 步 加 入 FAFI 后 ，最 终 模 型

mAP@0. 5 达到 92. 6%，且计算复杂度得到进一

步优化。上述三种策略依次整合后，模型较基线

mAP@0. 5 累 计 提 升 4. 3 个 百 分 点 ，参 数 量 为

3. 37 M，计算量为 6. 8 GFLOPs。消融实验的结

果不仅验证了各独立模块的理论合理性，更证明

了其极佳协同效应，最终实现了一个适配无人机

机载端高精度轻量级检测器。

表 3　消融实验结果

Tab. 3　Ablation experiment results

Group

1

2

3

4

5

6

7

8

CGA-

Block

√

√

√

√

SFGD-

Neck

√

√

√

√

FAFI

√

√

√

√

评价指标

P/%

88. 1

88. 8

89. 6

89. 2

90. 1

90. 4

89. 8

91. 5

R/%

82. 4

83. 2

84. 1

83. 4

84. 7

84. 9

84. 2

85. 8

mAP@
0. 5/%

88. 3

89. 1

90. 4

89. 9

91. 1

91. 5

90. 2

92. 6

mAP@0. 5-
0. 95/%

63. 9

64. 8

65. 3

65. 1

66. 1

66. 5

65. 8

67. 4

计算量/G

7. 12

6. 18

7. 21

7. 05

6. 26

7. 13

6. 11

6. 83

参数量/M

3. 73

3. 05

4. 17

3. 61

3. 49

4. 05

2. 93

3. 37

图 10　训练中改进的 DEIM 的 mAP 变化对比曲线。（a）mAP@0. 5；（b）mAP@0. 5：0. 95。
Fig. 10　Comparison of mAP variation curves during training of the improved DEIM.  （a） mAP@0. 5； （b） mAP@0. 5：0. 95.
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3. 7　公开数据集泛化验证实验

为进一步验证本文模型在电力巡检场景下

的泛化能力，选取公开的 PTL-AI Furnas Dataset
数据集开展补充实验［36］。该数据集包含绝缘子、

间隔棒、防振锤、鸟巢等输电线路部件及异常目

标。在保持主要训练策略一致的条件下，对 DE⁃
IM-D-FINE-N 与本文 CSF-DEIM 进行重新训练

和测试，实验结果如表 4 所示。

由表 4 可知，在公开数据集 PTL-AI Furnas 
Dataset 上，CSF-DEIM 相较于基线模型在 P、R
和 mAP@0. 5 上分别提升 1. 4、2. 5 和 2. 8 个百分

点，说明本文方法在其他电力巡检数据集上仍具

有较好的检测性能和一定的跨数据集泛化能力。

3. 8　边缘端部署实验

为验证所提模型在边缘设备上的实际部署

性能，本文选用 NVIDIA Jetson Xavier NX 作为

边缘计算平台，对 YOLOv12n、DEIM-D-FINE-N
及本文 CSF-DEIM 进行部署测试，本文边缘端部

署平台如图 11 所示。从前述测试集中选取 400
张输电线路巡检图像作为部署测试样本，各模型

均在相同边缘硬件平台和统一推理设置下进行

部署，采用 TensorRT 引擎进行加速，推理精度设

置为 FP16，batch size 设为 1，并采用单张图像逐

帧推理方式。单帧推理时间仅统计模型前向推

理过程，不包含图像预处理与后处理，FPS 则基

于完整检测流程的实际运行结果统计。不同模

型的推理时间和 FPS 对比结果如表 5 所示。

由表 5 可知，各模型均表现出较好的实时推

理能力。DEIM-D-FINE-N 的推理帧率为 40. 7 

FPS，本文 CSF-DEIM 达到 42. 3 FPS，表明所提

出的轻量化改进能够有效降低模型计算开销，并

转化为边缘设备上的实际推理效率优势。与此

同时，CSF-DEIM 与轻量级 YOLOv12n 的推理帧

率分别为 42. 3 FPS 和 41. 1 FPS，在保持较高实

时处理能力的同时具有更优的检测精度，体现出

较好的精度与部署效率平衡。

4 结 论

针对输电线路航拍巡检中面临的缺陷尺度

悬殊、背景杂乱及目标形态不规则等问题，本文

以 DEIM-D-FINE-N 为基线，提出了融合几何感

知 与 空 间 - 频 域 聚 发 机 制 的 轻 量 化 检 测 模 型

CSF-DEIM。提出 CGA-Block 并重构主干网络，

在不增加算力负担的前提下增强了对不规则缺

陷轮廓拟合能力；基于 GD 机制设计了 SFGD-

Neck，提升了跨层特征交互效率和弱语义特征

的表达能力，有效改善了多尺度缺陷的检测性

能；在此基础上，引入 FAFI 模块，通过空域局部

增强与频域全局滤波两个阶段，提升缺陷判别特

征表达。实验结果表明，CSF-DEIM 的 mAP@
0. 5 较基线提高 4. 3 个百分点，模型参数量降至

3. 37 M，公开数据集上的补充实验进一步验证

表 4　PTL-AI Furnas Dataset检测结果

Tab. 4　Detection results on the PTL-AI furnas dataset

模型

DEIM-D-FINE-N
CSF-DEIM

P/%
87. 8
89. 2

R/%
82. 2
84. 7

mAP@0. 5/%
88. 1
90. 9

参数量/M
3. 73
3. 37

计算量/G
7. 1
6. 8

 

图 11　边缘端部署平台

Fig. 11　Edge-side deployment platform

表 5　部署实验结果

Tab. 5　Experimental results of the edge deployment

模型

YOLOv12n
DEIM-D-FINE-N

CSF-DEIM

mAP@
0. 5/%

90. 5
87. 9
92. 3

推理时间/
ms

23. 2
23. 7
22. 5

FPS

41. 1
40. 7
42. 3
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了模型在不同数据分布下的适用性与泛化能力。

NVIDIA Jetson Xavier NX 平台上的部署结果显

示，CSF-DEIM 的实际推理帧率达到 42. 3 FPS，

具备较好的边缘端实时运行能力。后续将进一

步扩充不同区域和复杂环境下的输电线路数据，

并同时探索视频时序信息在连续巡检任务中的

应用，以提升模型在复杂实际场景下的稳定性与

泛化能力。
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